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1 Problématique

L’alignement multiple de séquences (MSA) est une technique largement utilisée dans la bioin-
formatique. Elle consiste & arranger des séquences biologiques (ADN, ARN ou protéines) dans une
matrice afin d’en identifier les régions de similarité et de divergence qui reflétent leurs relations
biologiques. Cette technique est utilisée pour réaliser des études phylogénétiques, pour prédire les
structures et fonctions moléculaires, ou pour estimer la pathogénicité des variants génétiques, etc.
Par conséquent, la précision et fiabilité des MSAs sont d’une importance cruciale.

Aujourd’hui, I'utilisation généralisée des technologies de séquengage des génomes & haut débit
a entrainé une augmentation significative du nombre de séquences disponibles, ce qui a créé de
nouveaux défis pour la génération de MSAs sur le plan informatique. Par conséquent, des erreurs
se produisent souvent, ce qui est préjudiciable aux applications ultérieures. Les erreurs dans les
MSAs peuvent provenir de deux sources principales. Premiérement, les algorithmes de construction
de MSAs peuvent entrainer des erreurs d’alignement lorsque des séquences similaires ne sont pas
correctement identifiées. Deuxiémement, les séquences elles-mémes peuvent également contenir des
erreurs. Par exemple, dans le cas des séquences de protéines, les erreurs de prédiction de séquences
sont introduites par les algorithmes utilisés pour prédire les génes codant pour les protéines dans
les séquences d’ADN. Ces algorithmes ne sont pas toujours précis et ont donc entrainé un grand
nombre d’incohérences dans les bases de données protéiques actuelles.

Pour relever ces défis, les réseaux de neurones profonds (DNNs), et plus particuliérement les
réseaux convolutifs (CNNs), se sont avérés trés efficaces dans l'extraction des caractéristiques hié-
rarchiques de différents types de données. De ce fait, nous nous intéressons dans un premier temps
a appliquer ces réseaux pour la détection d’erreurs dans les MSAs. En outre, ces réseaux ont besoin
d’un grand nombre de données d’apprentissage annotées pour étre performants. Cela est problé-
matique vu que dans certains domaines, il est difficile d’acquérir des données en quantité suffisante
pour entrainer un modéle. Une solution & ce probléme sera de transférer les connaissances apprises
par un modéle source, pré-entrainé sur une tache donnée, pour apprendre une nouvelle tache sur
un jeu réduit de données. On appelle cette technique ’apprentissage par transfert.

A cette fin nous proposons de (1) exploiter la capacité analytique des réseaux de neurones
profonds pour la détection d’erreurs dans les MSAs, et (2) développer une méthode de transfert
de connaissances, basée sur les caractéristiques extraites par les réseaux de neurones convolutifs,
afin d’améliorer ’apprentissage d’un modéle cible.



2 Projets réalisés

2.1 Détection d’erreurs dans les alignements multiples de séquences

Notre premiére contribution pour la détection d’erreurs ! dans les MSAs est la création d'un jeu
de données [4] dont les MSAs sont convertis en images. Ce jeu de données a été utilisé pour entrainer
un réseau convolutif, De-MISTED |[5] afin d’identifier les MSAs contenant des erreurs. Nous avons
également developpé un detecteur d’objets, MERLIN [6], basé sur les modéles profonds, afin de
detecter et localiser different types d’erreurs dans les MSAs.

2.1.1 De-MISTED : Identification des alignements multiples de séquences erronés a
I’aide de réseaux neuronaux convolutionnels

FIGURE 1 — Visualisation par Score-CAM [10] d’un alignement avec deux erreurs d’extension
correctement identifiées par De-MISTED |[5]

De-MISTED (Deep learning for MultIple Sequence alignmenTs Error Detection) [5] est un
réseau de neurones convolutif dont 'objectif est d’identifier les MSAs erronés, i.e. les alignements
qui contiennent au moins une erreur. Pour l'architecture du modéle, nous avons pris en conside-
ration la forme structurelle d’'un MSA : dans un MSA les séquences sont organisées de maniére
horizontale, alors que les acides aminés homologues sont appariés verticalement pour mettre en
évidence les régions conservées. Par conséquent, étant donné la nature horizontale des séquences
et le contexte vertical de 'alignement, nous avons utilisé des filtres horizontaux (5x7) et verticaux
(3x2) dans les couches convolutionnelles : une approche que nous appelons filtrage hybride.

De-MISTED est entrainé et testé sur le jeu de données créé [4]. Nos résultats montrent que De-
MISTED présente de bonnes performances pour distinguer les MSAs erronés de ceux qui ne le sont
pas, obtenant 87% de précision et 92% de rappel. Par ailleurs, la méthode proposée s’est montrée
plus performante en termes de précision? et rappel® (p : 85%; r : 92%) par rapport aux autres
techniques dans la littérature, EvalMSA [2]| (p : 61%; r : 81%), et OD-seq [3] (p : 61%; r : 73%).
L’utilisation d’une technique d’interpretation visuelle?, Score-CAM [10], a montré que le le filtrage
hybride permet d’identifier plus finement les erreurs au sein des MSAs. Cette analyse qualitative
a montré que De-MISTED peut localiser toutes les erreurs trouvées dans les MSAs. Cependant,
cette localisation n’indique pas le type (délétion, insertion, etc.) de erreur trouvée, elle réveéle
uniquement la partie erronée dans ’alignement qui a conduit De-MISTED & sa classification. Dans
la Figure 1, nous présentons un exemple d’alignement, visualisé par Score-CAM, dont les erreurs
sont correctement localisées par De-MISTED.

2.1.2 MERLIN : Détéction d’erreurs dans les alignements multiples de séquences a
I’aide d’un algorithme de détection d’objets

MERLIN (Msa ERror Localization and IdentificatioN) [6] est un detecteur d’erreurs dans les
MSAs basé sur YOLOvV4 [1], un algorithme de détection d’objets basé sur un réseau neuronal

1. Ces erreurs se manifestent sous forme de délétion, insertions, extensions, ou mismatch d’acides aminés dans
un alignement

2. Taux de prédictions correctes parmi les prédictions positives

3. Taux de prédictions correctes

4. Cette technique consiste & identifer les parties de 'image qui ont conduit un réseau neuronal convolutif & sa
décision finale
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FIGURE 2 — Exemple d’alignement contenant trois erreurs de délétion correctement prédites par
MERLIN |[6]

profond. Il est connu pour sa grande précision et rapidité. La méthode proposée, MERLIN [6],
permet non seulement de localiser les erreurs dans les MSAs mais également d’indiquer leurs
catégories (délétion, insertion, etc.). Dans la Figure 2, nous présentons un alignement dont trois
erreurs de délétion sont correctement dététées par MERLIN avec des degrés de précision élevés
(0.93%, 0.82%, 0.89%).

Notre modéle a donné une précision de 71,18% dans la détection des erreurs, et a obtenu une
meilleure précision (83%) et un rappel important (89%) par rapport aux autres techniques dans la
littérature [2] [3]. MERLIN s’est montré également capable de distinguer les segments de séquences
structurellement similaires aux erreurs d’alignement des incohérences réelles.

2.2 Transfert des connaissances pour les réseaux de neurones convolutifs

Dans cette partie, nous présentons une méthode, TL-CAM, qui permet de transférer les connais-
sances apprises par un modéle convolutif vers un autre en se basant sur les cartes d’activation de
classe (CAM)® apprises par les couches convolutionnelles. Cette technique repose sur la sélection
d’une couche convolutionnelle dans le modéle source qui permet de maximiser 1’utilisation des ca-
ractéristiques apprises par ce modéle afin d’améliorer I'apprentissage d’un modéle cible. A cette
fin, nous proposons une mesure quantitative, QUANTA, qui indique & quel degré les paramétres
d’une couche convolutionnelle source sont transférables et bénéfiques pour apprendre une tache
cible.

2.2.1 QUANTA : Quantification de la transférabilté des réseaux de neurones convo-
lutifs

Le systéme QUANTA (QUANTtitative TrAnferability) [8] consiste & fournir une mesure quanti-
tative de la transférabilité des caractéristiques d’un réseau neuronal profond.

Pour évaluer la transférabilité d’une couche I d’un modéle source vers un modéle cible, QUANTA
combine les entrées pondérées des deux modeéles source et cible pour calculer I'activation de la
couche considérée dans le modéle cible. Cette combinaison est mutuellement exclusive, i.e. si une
couche source n’est pas transférable, le systéme indique le degré d’ajustement nécessaire pour
compenser le manque de transférabilité.

QUANTA a été testé sur une tache de reconnaissance visuelle a I’aide de réseaux de neurones
convolutifs et des datasets CIFAR-10 [7] et CIFAR-100 [7]. Non seulement le processus d’appren-
tissage du modéle cible n’est pas affecté par 'inclusion de la couche QUANTA, mais la dynamique
observée de la transférabilité mesurée est cohérente avec le degré de généralité ou de spécificité
de la couche, comme observé dans des études antérieures dans la littérature [11]. Les résultats
obtenus ont démontré qu’il est possible de maximiser 'utilisation des caractéristiques apprises par
le modéle source pour résoudre une tache cible, et une transférabilité mesurée inférieure indique
que la cible a appris ses propres caractéristiques afin de compenser la non-transférabilité.

5. Une CAM est une carte thermique qui met en évidence les régions importantes d’une image qui expliquent la
prédiction d’un modéle convolutif



2.2.2 TL-CAM : un mécanisme de transfert de connaissances basé sur les cartes
d’activation de classe

TL-CAM est une approche proposée pour faciliter le transfert de connaissances d’un modéle
source vers un modéle cible parcimonieux pour la classficiation des images. TL-CAM est intégré sous
forme d’une couche dans un modéle convolutionnel. La couche prend les images brutes en entrée
et les transforme en des entrées dont les caractéristiques pertinentes & l'objet de classification
sont mises en évidence graces aux cartes d’activation de classe extraites par un modéle source.
L’extraction de ces cartes repose sur 'utilisation d’une couche convolutionnelle du modéle source.
Afin de choisir une couche transférable du modeéle source maximisant I’extraction des données,
nous exploitons la méthode QUANTA 2.2.1 en quantifiant la transférabilité des couches du modéle
source.
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FIGURE 3 — Exemple de résultat de la méthode proposée pour une image de fox correctement
prédite. Les résultats montrent la contribution des caractéristiques apprises par le modéle par
rapport a sa décision de classification. Un nombre important (60.9%) de ces caractéristiques sont
relatives a 'objet d’intérét (fox) avec un poids tout aussi élevé (0.21).

Les expériences réalisées consistent & (1) entrainer un modéle avec la couche TL-CAM, (2) en-
trainer un modéle sans transfert en utilisant la méme architecture que (1), (3) entrainer un modeéle
en utilisant ’apprentissage par transfert classique®. Les résultats d’évaluation ont révélé que les
performances de (1) et (2) ne sont pas significativement différentes. Le modéle (3) a rapporté la
meilleure performance. Cependant, dans cette étude, nous nous intéressons également a évaluer
la capacité des modéles & justifier leurs prédictions. Par conséquent, nous avons proposé une mé-
thode pour la quantification de I’explicabilité des réseaux convolutifs. Cette méthode repose sur
I’extraction des cartes de caractéristiques de la derniére couche convolutionelle, et de mesurer leur
contribution a la décision de classificiation du modéle. Dans I’exemple illustré dans la Figure 3,
le résultat de la méthode de quantification d’explicabilité, pour une image de for correctement
prédite, indique qu’une partie importante (60.9%) des caractéristiques apprises par le modéle est
spécifique a l'objet de classification (foz), tandis que le reste concerne des objets différents, ce-
pendant, avec des poids négligeables. Les résultats de cette méthode sur nos modéles (1), (2), et
(3) indiquent que l'utilisation d’un modéle source dont la complexité est importante dans le cadre
d’un apprentissage par transfert classique, tel est le cas pour le modéle (3), rend difficile la com-
préhension du raisonnement derriére sa décision. Par comparaison, les résultats sur le modele (1)
entrainé avec TL-CAM ont été plus facile a interpréter.

6. Cela consiste a utiliser le modéle source, jusqu’a une couche convolutionnelle donnée, comme architecture de
base pour un modéle cible



3 Conclusion et perspectives

Les erreurs dans les alignements multiples de séquences peuvent étre causées soit par une mau-
vaise prédiction des séquences, soit par des algorithmes d’alignements imprécis. Dans le but de
faciliter I'identification de ces erreurs, nous avons proposé deux méthodes basées sur les techniques
de apprentissage profond : (1) De-MISTED, un modele basé sur les réseaux de neurones convo-
lutionnels dont l'objectif est d’identifier les alignements de séquences erronés, et (2) MERLIN|,
un détecteur d’objets basé sur un réseau de neurones profond et congu pour identifier tout type
d’erreurs.

Par ailleurs, afin d’améliorer le mécanisme de transfert de connaissances entre les réseaux
de neurones convolutionnels, nous avons proposé, dans un premier lieu, QUANTA (QUANtita-
tive TrAnsferability), qui est une approche congue pour la quantification de la transférabilité des
connaissances apprises par un modéle source vers un modéle cible au niveau de chaque couche, et
que nous avons exploité pour mettre en oevre un mécanisme de transfert, TL-CAM, basé sur les
cartes d’activation de classes, dont I'objectif est de transférer les connaissances d’'un modéle & un
autre tout en améliorant ’explicabilité du modéle cible

Les futurs travaux consistent a développer un modéle convolutifs pour la classification des
erreurs en se basant sur le jeu de données créé. Par la suite, on envisage transférer les données
apprises par ce modéle pour entrainer un modéle cible sur un ensemble d’alignements dont les
données sont insuffisantes (G3PO [9]) en utilisant la méthode TL-CAM.
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