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1 Motivations

L’évolution rapide des technologies de virtualisation et des réseax informatiques a fait émerger ces deux
dernières décennies de nouveaux modèles d’exploitation des ressources informatiques. Ces nouveaux modèles
qu’on regroupe sous le terme générique Cloud, ont conduit à une transformation radicale de l’hébergement et
du développement en informatique.

L’un de ces modèles et l’Infrastructure as a Service (IaaS). Il rend possible le dimensionnement dynamique
de l’infrastructure, en permettant à l’utilisateur (qui devient un client du fournisseur du service d’infrastruc-
ture) d’acquérir ou de relâcher des ressources en fonction de l’évolution de ses besoins en calcul et stockage.
L’acquisition des ressources sous forme d’un location est généralement facturée proportionnellement au temps
d’utilisation. Ainsi l’utilisateur de ressources IaaS est incité à gérer finement la quantité de ressources louées
afin d’optimiser ses coûts de fonctionnement.

Si ce modèle est très populaire dans le contexte de l’hébergement web, son utilisation dans le contexte du
calcul scientifique recouvre des cas d’usage différenciés. Même si nous excluons de notre discussion le domaine
du calcul haute-performance qui fait l’hypothèse d’exploiter des super-calculateurs, il reste un éventail large
d’applications scientifiques conçues pour être exécutées sur des systèmes distribués. Les applications de ce type
ont largement bénéficié du développement des grilles institutionnelles de calcul au début des années 2000 et
sont aujourd’hui des candidats pertinents pour être adaptés au cloud IaaS.

En passant des grilles de calcul au cloud IaaS, le paradigme économique concernant l’exploitation des res-
sources change. Les coûts d’investissement et d’exploitation d’une grille sont mutualisés, et ne sont généralement
pas imputés directement aux utilisateurs individuels. Le cloud, en revanche, généralise le payement a l’usage,
facturé à chaque utilisateur individuel. Ceci constitue une très forte incitation pour que les utilisateurs prédisent
précisément leurs besoins afin de budgéter leur coûts. Cependant, prendre des décisions concernant le provision-
nement à la volée des ressources et l’ordonnancement des calculs sur ces ressources est une tâche non-triviale,
qui nécessite d’assister l’utilisateur dans sa prise de décision.

Notre thèse est que l’utilisation des clouds IaaS pour le calcul scientifique nécessite :
— Un planificateur cloud capable de gérer les applications et les ressources cloud pour l’utilisateur.

Cet outil doit automatiser le provisionnement et la libération des ressources, ainsi que l’exécution des
application de l’utilisateur.

— Un outils de prédiction capable de fournir une estimation du coût de l’exécution d’une application.
Cet outil doit prendre en compte les différentes stratégies de planification disponibles pour permettre a
l’utilisateur de choisir la stratégie correspondant le mieux à ses contraintes.

Cette thèse propose plus spécifiquement des méthodes pour la construction d’outils de prédictions utilisant des
simulateur d’IaaS. Ce faisant, nous nous confrontons au problème de la variabilité des environnement de type
cloud.

2 Contexte

2.1 Cloud computing
Un fournisseur IaaS opère généralement un ou plusieurs data-centers. Les machines physiques présentes

dans le data-center sont partagées entre les clients sous forme de machines vituelles (VMs). Chaque VM est
affectée de manière opaque pour le client, à une, ou à un sous-ensemble d’une machine physique. Différentes
configurations permettent aux clients de choisir des VMs correspondant à leurs besoins. Les clients reçoivent les
droits complets d’administration des VM louées. La location de VMs est facturée par intervalles atomiques de
temps, qu’on appellera billing time unit (BTU), pouvant aller de la minute au mois selon les fournisseurs.

Le succès de l’IaaS s’explique par deux avantages majeurs en comparaison des infrastructures tradition-
nelles. D’une part, aucun investissement matériel n’est nécessaire de la part du client, qui connait à l’avance
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le coût intégral d’exploitation des ressources. D’autre part, la capacité de dimensionner à la volée la taille de
l’infrastructure nécessaire permet une meilleure consolidation des machines physiques, c’est-à-dire permet de
concentrer les calculs pour améliorer le taux d’utilisation des machines physiques. Ceci impacte positivement
les coûts d’exploitations et les délais de disponibilité des machines pour les utilisateurs. La capacité à obtenir
instantanément de nouvelles VMs permet à son tour aux utilisateurs de planifier des infrastructures plus légères
ne provisionnant des ressources additionnelles que lorsque cela est nécessaire.

2.2 Calcul scientifique
La capacité des ordinateurs à gérer de grandes quantités de données a grandement étendu le champs des pos-

sibles dans la recherche scientifique. On s’intéressera spécifiquement aux applications destinées aux traitements
par lots. Ces applications sont conçues comme un ensemble de tâches à exécuter. Deux types d’applications
nous intéressent.

— Les bag-of-task (BoT) qui ne présentent aucune dépendance entre les différentes tâches. Un BoT peu
être parallélisé à souhait.

— Les workflow qui présentent des dépendance de données entre les différentes tâches. Ces dépendances
contraignent l’ordre d’exécution de certaines tâches. Les workflows peuvent être représentés sous forme
de graphes directionnels acycliques (DAGs).

Ces applications, souvent conçues à l’origine pour êtres exécutées sur des grilles de calcul hétérogènes, sont
capable de tourner sur une large variété d’équipements. Le contrôle de l’exécution des ces applications est
généralement la responsabilité d’un programme planificateur externe à l’application. Hormis les dépendances
présentes dans le cas d’un workflow, le planificateur se voit accorder une grande latitude sur la disposition des
tâches sur les ressources disponibles. Ces types d’application de calcul scientifique sont des candidates de choix
pour l’exécution dans le cloud.

Au cours de nos travaux nous nous sommes intéressé à l’exécution de deux applications de calcul scientifique
qui servent de base à nos expériences. :

— OMSSA [1], un BoT utilisé en protéomique pour l’analyse des mesures d’un spectromètre de masse.
— Montage [2], un workflow utilisé en astronomie pour composer des images du ciel a partir de photogra-

phies prises à différents endroits et différents moments.

3 Calcul Scientifique dans le Cloud

3.1 Un planificateur : Schlouder
Schlouder [3] est un planificateur conçu dans notre équipe pour exécuter des applications de calcul scientifique

de types BoT et workflow dans des clouds IaaS. En plus de gérer l’exécution des applications, Schlouder s’occupe
du provisionnement des VMs et de l’ordonnancement des tâches sur les VMs provisionnées. Cette double gestion
engendre un niveau de complexité supplémentaire en comparaison des ordonnanceurs pour grille qui calculent un
ordonnancement pour un ensemble fixe de ressources. Schlouder propose des heuristiques pour optimiser deux
objectifs : le temps total d’exécution de l’application, appelé makespan, et le coût d’exécution de l’application,
lié aux décisions de provisionnement.

Dans nos travaux nous nous intéressons à deux heuristiques :
— ASAP, as soon as possible, tente d’optimiser le makespan en réservant systématiquement de nouvelles

VMs lorsque la tâche ne peux pas être exécutée immédiatement.
— AFAP, as full as possible, tente d’optimiser le coût en remplissant systématiquement les VMs déjà

provisionnées, si la BTU en cours n’est pas pleine.
Les heuristiques ne donnent pas en général un ordonnancement optimal sur les deux objectifs. Les formes
des workflows ou des contraintes extérieures, tels que les quotas d’utilisation, peuvent amener à produire des
planifications dont l’objectif principal visé est en dessous des espérances de l’utilisateur. Devant la difficulté à
anticiper les circonstances dans lesquelles une heuristique sera plus efficace qu’une autre, nous voulons proposer
aux utilisateurs un outil permettant de prédire le temps et coût d’une exécution.

3.2 Un simulateur : SimSchlouder
Nous avons conçu SimSchlouder, un simulateur basé sur l’outil de simulation Simgrid, reproduisant le com-

portement d’une exécution de Schlouder. Nous pouvons ainsi proposer à l’utilisateur une prédiction du dérou-
lement de l’exécution de l’application en ayant choisi l’une ou l’autre des heuristiques.

En comparant des exécutions réelles d’OMSSA et Montage faites avec Schlouder avec des exécutions simulées
dans SimSchlouder, nous avons pu valider la justesse de SimSchlouder. Mais cette expérience a mis en lumière
deux difficultés de l’utilisation de SimSchlouder comme outil de prédiction plutôt que de simulation. Première-
ment, la quantité de données nécessaire pour obtenir une simulation précise est trop importante. Deuxièmement
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la variabilité, inhérente aux plateformes partagées comme les clouds, fait que plusieurs exécutions sur les mêmes
données n’auront pas exactement le même comportement. Cette variabilité n’est pas prise en compte par Sim-
Schlouder qui produit des simulations déterministes. Le résultat de la simulation est donc un résultat partiel de
ce qui pourra être observé en réalité.

Enrichir le niveau d’information donné en simulation, prenant en compte la variabilité, nous conduit à créer
un simulateur stochastique.

4 Contributions

Dans une simulation stochastique les entrées deviennent des variables aléatoires avec une distribution associée
de valeurs possibles. Dans notre cas le temps d’exécutions des tâches, appelé walltime, est remplacé par un
ensemble de wallitmes possibles. Le but de la simulation stochastique est de produire les distributions des
makespans et des coûts d’exécution possibles. Le passage à la simulation stochastique permet de diminuer la
précision requise des données d’entrée tout en augmentant la représentativité du résultat.

4.1 Simulation de Monte Carlo
La résolution de l’ordonnancement de DAG stochastiques via une méthode numérique s’est avérée inadap-

tée en raison des décisions dynamiques de placement que peut prendre Schlouder en cours d’exécution. Une
alternative fréquemment choisie dans ce cas est le recours à la méthodes de Monte Carlo.

La simulation de Monte Carlo (MCS) permet de trouver les distributions de makespans et de coûts au travers
de la répétition de simulations de scénarii possibles. La MCS tire pour chacune des tâches de l’application simulée
un walltime en accord avec la distribution d’entrée. Cette ensemble de walltimes, appelé réalisation, représente
un scénario d’exécution possible. Une réalisation contenant des walltimes fixés, elle peut donc être simulé avec
SimSchlouder. Cette simulation nous donne un échantillon de makespans et de coûts possibles. En simulant
suffisamment de réalisations différentes, nous obtenons suffisamment d’échantillons de makepans et de coûts
pour estimer leurs distributions.

La simulation de Monte Carlo est extrêmement avantageuse : elle ne présente pas les contraintes mathé-
matiques que possèdent les résolutions numériques, l’effet des heuristiques de planification est pris en compte
par l’utilisation de SimSchlouder, et l’utilisation d’un simulateur déterministe au cœur de la MCS rend cette
méthode facilement extensible et permet la validation indépendante du simulateur déterministe.

4.2 Distribution d’entrée
Il reste à choisir les distributions de walltimes utilisées comme entrée de la simulation. Notre objectif étant

de créer un outil de prédiction, nos choix en terme de distributions d’entrée sont contraints par la quantité
limitée d’information qu’un utilisateur possède sur le temps d’exéution des tâches sans faire l’hypothèse qu’il
possède un long historique d’exécutions passées de son application.

Dans les planificateurs de grilles comme dans Schlouder, il est demandé à l’utilisateur de fournir un temps
d’exécution attendu pour chacune des tâches. Nous décidons de partir de cette donnée et d’ajouter un para-
mètre appelé niveau de perturbation (P ). Le niveau de perturbation est identique pour toutes les tâches d’une
simulation et représente la variabilité de la plateforme.

Concrètement, chaque tâche se voit attribuer une distribution uniforme U centrée sur le walltime attendu
avec une largeur relative de 2P . Ainsi avec w̄j le walltime attendu pour la tâche j, sa distribution Tj sera :

Tj = U(w̄j(1− P ), w̄j(1 + P ))

Pour l’utilisateur cela revient intuitivement à considérer que la durée d’une tâche sera de w̄j ± P%. Ce modèle
de distribution des walltimes est volontairement extrêmement simple, et il nous faut tester si une simulation de
Monte Carlo avec ce modèle en entrée reste suffisamment précise pour nous fournir un encadrement juste des
makespans et des coûts possibles de la réalité.

4.3 Validation expérimentale
Pour valider notre MCS utilisant nos distributions d’entrée, nous utilisons une expérience similaire à celle

utilisé pour la validation de SimSchlouder. Dans cette expérience nous comparons les résultats de notre MCS à
des centaines d’exécutions réelles.

Pour isoler l’expérience des erreurs dans le choix des walltimes attendu, nous utilisons la valeur moyenne des
walltimes observés pour chaque tâche. Le niveau de perturbation est lui aussi calculé a partir des observations
réelles comme la moyenne des pires déviations vis-à-vis des walltimes attendus.
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Figure 1 – Comparaison des résultats de la MCS (en orange, jaune) avec les exécutions réelles (en bleu, violet).

Les résultats de la MCS (Figure 1) sont comparés quantitativement à la réalité par l’intermédiaire d’inter-
valles de confiance obtenus au travers de l’ajustement d’une distribution théorique sur l’ensemble des valeurs de
makespan obtenues par MCS. Nous considérons que cette distribution est normale car le théorème de la limite
centrale s’applique : le makespan est une somme de variables aléatoires, chaque variable aléatoire est indépen-
dante, et nous avons suffisamment de tâches sur le chemin critique. Nous examinons ensuite pour différents
intervalles de confiance de cette distribution, quelle part des observations réelles appartient à l’intervalle défini
par l’intervalle de confiance choisi. Nous montrons par nos expériences que l’intervalle de confiance à 95% nous
permet d’encadrer 90% des exécutions réelles, et l’intervalle à 99% permet l’encadrement de 98% des exécution
réelles.

4.4 Limites
Bien que nous soyons satisfaits par un taux d’encadrement de 90%, considérant la simplicité de la distribution

d’entrée, nous cherchons à savoir si nous n’avons pas commis d’erreur dans la sélection de la valeur de P . Nous
montrons au travers de la comparaison des résultats de multiples MCS que des valeurs de P plus élevées ne
génèrent pas systématiquement de meilleurs taux d’encadrements.

Ensuite nous nous intéressons au nombre nécessaire de réalisations pour l’obtention d’un bon résultat de
MCS, et de l’influence du niveau de perturbation sur celui-ci. La convergence des simulation de Monte Carlo
ce fait en 1/

√
N où N est le nombre de réalisations utilisées dans la MCS. Pour des applications de la taille de

OMSSA et Montage des résultats suffisants peuvent être obtenus avec seulement 500 réalisations.
Enfin nous présentons un cas d’usage où notre MCS ne permet pas d’obtenir des résultats utilisables. En

montrant les résultats d’une MCS fait sur un workflow de type MapReduce, nous présentons un cas où la
distribution des makespans ne tend pas vers une loi normale et produit des intervalles d’encadrement trop
grands pour être utiles.
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