
Résumé de Thèse
Romain Orhand

Sujet: Vers une intelligence artificielle autonome et explicable
pour des environnements incertains

Directeurs de thèse : Pierre Collet, Pierre Parrend ; Encadrement : Anne Jeannin-Girardon

1. Introduction

L’Apprentissage Automatique permet aujourd’hui aux ordinateurs de rivaliser avec l’homme
sur des jeux de stratégie en temps réel tels que StarCraft 2 (avec le modèle AlphaStar) [6],
de conduire des voitures de manière autonome [7] ou encore, en robotique, de mettre en
œuvre différents comportements nécessitant de la dextérité [8]. Ces résultats ont été
obtenus grâce à l’apprentissage par l’expérience de l’agent par des retours provenant de
ses interactions avec son environnement.
Cependant, la résolution de tâches par interactions d’un agent avec son environnement
peut être rendue difficile par la présence ou la conjonction de différents facteurs :
incertitude (bruit), perceptions partielles de l’agent, nombre d’étapes successives à réaliser
pour trouver une solution à la tâche, etc. Pour permettre à des systèmes d’intelligence
artificielle d’évoluer dans de tels environnements, les réseaux de neurones profonds ont
souvent été employés pour leurs capacités à extraire des caractéristiques issues de grandes
masses de données de différentes natures.
Mais les comportements appris par ces réseaux sont difficiles à expliquer, d’autant plus
quand la structure de ces réseaux est obtenue par calcul évolutionnaire afin d’accroître leur
capacité à résoudre une tâche : par exemple, le comportement appris par AlphaStar a pu
surprendre les personnes expertes du jeu StarCraft tant les stratégies utilisées par
l’algorithme étaient autant complexes que nouvelles. Expliquer les comportements de ces
réseaux est une nécessité quand ceux-ci peuvent avoir de dramatiques conséquences dans
le cadre d’applications critiques, telles que la navigation autonome [9].
Les performances de ces modèles ont donc été obtenues au détriment de l’explicabilité du
comportement appris. Ce déséquilibre entre performance et explicabilité du comportement
des modèles a été également observé avec d’autres algorithmes d’apprentissage
automatique (en particulier les algorithmes d’apprentissage profond).
Cette thèse propose un nouveau modèle d’intelligence artificielle autonome et explicable,
reposant sur l’apprentissage par renforcement, pouvant évoluer au sein d’environnements
incertains.

2. Contexte

Dans ce cadre, nous nous sommes intéressés aux facultés cognitives humaines telles que
décrites dans différents travaux de philosophes ou de neuroscientifiques [21, 10, 11] mettant
en exergue l’imagination, la raison et la mémoire. Notre hypothèse est que le découplage
explicite de ces facultés dans un modèle peut conduire à un gain d’explicabilité et
d’autonomie, notamment si celui-ci évolue dans un environnement incertain :

● L’imagination désigne notre capacité à nous former des images et des
représentations suite à une perception sensorielle. Celles-ci servent ensuite de faits
pour être injectées dans un système de raisonnement permettant de résoudre
différents problèmes et d’en extraire des connaissances.

● La raison, si elle est mise en œuvre sous la forme d’un système à base de règles
permet qu’un tel modèle soit explicable, c’est-à-dire que le système puisse mettre à
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notre disposition l’ensemble des causes permettant de comprendre le
comportement du modèle et pourquoi certaines règles ont été utilisées (et non pas
les autres) [19,12].

● La mémoire permet enfin de cristalliser l’expérience tant par la sélection des bonnes
images formées que par la sélection des bons raisonnements élaborés.

Pour la partie raisonnement, historiquement, les systèmes experts exploitaient une base de
règles fixe élaborée par un expert [20]. Pour développer une intelligence artificielle
autonome et explicable, le système de raisonnement doit pouvoir s’adapter et co-évoluer
avec son environnement sans que l’intervention d’un expert soit nécessaire. En effet,
l’autonomie —étymologiquement du grec « αὐτός » (soi-même) et « νόμος » (loi)—
désignant la capacité d’un système de se doter de ses propres lois / règles [22], les
systèmes de classeurs [13] semblent tout indiqués, car ils construisent une population de
règles (les classeurs), en interaction avec leur environnement à partir des faits qui leur sont
donnés en entrée. Plus spécifiquement, les systèmes de classeurs à anticipation
(Anticipatory Learning Classifier Systems, ALCS) sont d’autant plus intéressants qu’ils
s’appuient sur le mécanisme d’anticipation consistant à projeter des représentations dans le
futur (ils anticipent les effets de leurs actions dans l’environnement) [14]. Les ALCS
permettent alors d’avoir, par conception, un système fournissant des éléments explicatifs sur
le comportement appris et sur les changements attendus (tant que les représentations
employées par celui-ci sont intelligibles) et capable de se doter, à partir de leur perception
de l’environnement, d’une politique d’actions adaptée. Les ALCS sont aussi capables
d’évoluer en autonomie et de manière explicable au sein d’environnements partiellement
observables et où la résolution des tâches peut nécessiter la réalisation de plusieurs étapes
successives.

Cependant, ces systèmes ont plus de difficulté à évoluer quand ces environnements sont
incertains.

3. Contributions

Compte tenu de la nature variée des incertitudes, nous avons choisi d’intégrer deux
mécanismes au système ACS2 (Anticipatory Classifier System 2) [15], l’ALCS de référence :
des séquences comportementales [16] et des prédictions améliorées par des probabilités
(Probability-Enhanced Predictions, PEP) [17], donnant lieu à deux systèmes distincts : BACS
(Behavioral Anticipatory Classifier System) [2,4] et PEPACS (Probability-Enhanced Prediction
in Anticipatory Classifier System) [3]. Ces deux mécanismes ont par la suite été mis en œuvre
dans le système unifié BEACS (Behavioral Enhanced Anticipatory Classifier System).

Nous avons en premier lieu cherché à caractériser les différentes natures d’incertitude
pouvant apparaître dans des environnements incertains [3]. On peut distinguer :

● le problème des perceptions aliasées (c’est à dire des états distincts de
l’environnement qui apparaissent semblables à l’agent du fait de sa perception) ;

● les actions dont le résultat est incertain ;
● les perceptions bruitées par des éléments n’existant pas et ;
● le bruitage des récompenses.

En conséquence, un benchmark colligeant 23 labyrinthes de différentes complexités a été
créé afin d’étudier les capacités des ALCS : la complexité d’un labyrinthe est déterminée par
la difficulté pour un agent d'apprendre à trouver la sortie de ces environnements. Une
quantification de cette difficulté est effectuée suivant la présence ou non d’incertitudes ainsi
que de leurs types, de la distance à la sortie et de la taille du labyrinthe [18]. Les
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expériences menées avec BACS et PEPACS ont démontré la complémentarité de ces deux
approches pour la gestion de différents types d’incertitude dans l’environnement :

● PEPACS se dote d’une représentation complète de tous les environnements
incertains du benchmark, quand ACS2 échoue [3].

● BACS atteint la sortie plus rapidement qu’ACS2 dans 90% des environnements
incertains du benchmark [4].

Compte tenu de ces performances, il est apparu que notre système autonome et explicable
devait intégrer ces deux mécanismes de manière unifiée [1]. Cela a nécessité de mettre en
place un mécanisme de détection des types d’incertitude pour permettre au système de
déterminer quand utiliser les séquences d’actions ou les prédictions améliorées. Pour cela,
nous avons proposé une amélioration des PEP donnant lieu au mécanisme EPE (Enhanced
Predictions through Experience), donnant lieu au système BEACS.

Intégrant les séquences comportementales et les prédictions améliorées par l’expérience, le
système résultant a gagné en autonomie grâce à sa capacité à détecter différents types
d’incertitude et en explicabilité, à travers la mise en œuvre de mécanismes permettant : (a)
de réduire le nombre total de classeurs, (b) faisant que le système, lors de son
apprentissage, favorise les séquences d’actions plus courtes : ces deux améliorations
supplémentaires ne dégradent en rien les performances du système et favorisent le
développement de l’explicabilité et de l’autonomie tout en permettant l’évolution dans des
environnements incertains.

Nous avons validé BEACS sur le benchmark constitué : toutes les représentations des
environnements construites par BEACS sont plus précises que celles de PEPACS, et BEACS
atteint la sortie de ces labyrinthes plus rapidement que BACS dans 87% des labyrinthes. De
plus, il est intéressant de noter qu’à notre connaissance, BEACS est le premier ALCS
capable de résoudre le problème du CartPole. Ce problème n’avait pas encore été résolu
par un ALCS car une discrétisation des perceptions de cet environnement est nécessaire.
Cette discrétisation empêche un ALCS de se représenter l’environnement et de trouver une
politique lui permettant de le résoudre s’il n’est pas capable de gérer l’incertitude résultant
de la discrétisation.

4. Conclusion

Nous nous sommes intéressés, dans cette thèse, à la question de l’explicabilité et de
l’autonomie des intelligences artificielles pour la résolution de tâches dans des
environnements incertains. Des modèles d’apprentissages profonds sont capables d’évoluer
dans de tels environnements, mais au prix d’une réduction (si ce n’est d’une disparition) de
leur explicabilité. Notre approche a été de découpler explicitement les facultés cognitives
« virtuelles » du modèle que nous proposons de façon à ce que celui-ci gagne en
explicabilité et en autonomie. La première brique de ce travail a consisté en la proposition
de BEACS (Behavioral Enhanced Anticipatory Classifier System) : ce système de classeurs
est par nature explicable (car ses règles sont intelligibles) et autonome (car il génère ses
propres règles grâce à ses interactions avec son environnement). BEACS intègre de manière
unifiée des mécanismes permettant de gérer différents types d’incertitudes et a été validé
dans un benchmark complet constitué de nombreux environnements présents dans
différentes références. La suite naturelle de ce travail est de coupler ce système de
raisonnement explicable et autonome à un système de perception tel qu’un réseau de
neurones artificiel profond.
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