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Les modèles génératifs sont des modèles d’apprentissage automatique qui permettent d’apprendre,
dans un premier temps, la distribution d’un ensemble de données et, dans un second temps, de
générer de nouveaux échantillons suivant la distribution apprise. Ces modèles suscitent un grand
intérêt car ils ont obtenu des résultats très prometteurs dans de nombreuses disciplines : ils peuvent
aujourd’hui produire des données hautement réalistes et diversifiées, ce qui est utile pour de nom-
breuses applications. On peut s’attendre à ce que ces modèles révolutionnent un large éventail de
secteurs comme le divertissement, l’art, et la finance... Des produits récents, tels que ChatGPT,
Midjourney et DALL-E illustrent très bien le potentiel de ces modèles. Les modèles génératifs re-
présentent également un domaine de recherche très actif : de nouveaux modèles et de nouvelles
techniques sont développés pour améliorer leurs performances et étendre leur champ d’application.

L’un des modèles génératifs les plus populaires est l’auto-encodeur variationnel (VAE) Kingma
& Welling (2014) : il apprend une représentation de faible dimensionnalité des données d’entrée
en les encodant dans un espace latent puis en les décodant de nouveau dans l’espace original.
Le VAE se distingue des auto-encodeurs traditionnels par le fait qu’il apprend la distribution des
données d’entrée. Pour cela, il se base sur les statistiques bayésiennes et en particulier les approches
variationnelles. Cela lui permet notamment de générer de nouveaux échantillons à partir de la
distribution apprise. L’un des avantages clés du VAE est sa capacité à apprendre des représentations
démêlées. Il s’agit d’une représentation qui permet de séparer les facteurs de haut niveau des autres
en les modélisant par des variables latentes indépendantes. Cela signifie que chaque variable latente
correspond à un aspect différent des données d’entrée. Par exemple, dans une image de visage, une
représentation démêlée pourrait modéliser des attributs (facteurs haut niveau) tels que la couleur
des yeux, la forme de la bouche, la texture de la peau. Un tel modèle permet alors de modifier un
seul attribut, comme la couleur des yeux, sans affecter les autres attributs de l’image.

Un autre modèle génératif récemment proposé est le modèle de diffusion Ho et al. (2020); Song
et al. (2020). Il s’agit également d’un modèle à espace latent mais les variables latentes corres-
pondent à des versions bruitées des données d’origine : le processus de diffusion produit les versions
bruitées (jusqu’à obtenir du bruit blanc) alors que le processus inverse les débruite. Les modèles
de diffusion sont particulièrement utiles pour générer des images de haute qualité et ont montré
des performances supérieures à d’autres modèles génératifs pour une variété de tâches, telles que la
génération d’images Rombach et al. (2022); Ramesh et al. (2022); Saharia et al. (2022), la synthèse
audio Kong et al. (2020), la modélisation du texte Li et al. (2022) et la génération de nuages de
points Luo & Hu (2021). De plus, la génération conditionnelle est assez flexible pour ces modèles
car le processus inverse peut être guidé par un autre modèle.

Tout au long de mes études doctorales, j’ai consacré mes efforts de recherche au développement et à
l’amélioration de modèles génératifs pour diverses tâches. Mon travail comprend trois contributions
majeures. Tout d’abord, j’ai proposé un cadre générique basé sur les modèles de diffusion pour
générer des séquences d’expressions faciales qui peut être appliqué dans divers scénarios, tels que
la génération guidée par une étiquette, par un texte ou par une géométrie (Section 1). Ensuite, j’ai
montré comment les représentations démêlées peuvent être utilisées pour interpréter les résultats
de classification (Section 2). Enfin, j’ai proposé deux nouvelles méthodes basées sur les VAE qui
permettent de contrôler les caractéristiques associées aux facteurs de haut niveau démêlés (Section
3).
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1 Modèles de diffusion pour la génération d’expressions faciales

Nous avons proposé dans Zou et al. (2023b) un modèle qui permet de générer des séquences d’ex-
pressions faciales tridimensionnelles conditionnellement à différents signaux. Le modèle génératif
est basé sur un modèle de diffusion Ho et al. (2020). De manière à capturer efficacement les caracté-
ristiques temporelles des séquences, nous avons proposé d’utiliser un « transformer » bi-directionel
pour former l’épine dorsale (backbone) du modèle de diffusion. Bien que le modèle soit entraîné
de manière inconditionnelle, son processus inverse peut être conditionné dans un second temps
Dhariwal & Nichol (2021). Cela nous permet de développer différentes tâches incluant diverses
générations conditionnelles (conditionnement par une étiquette, par du texte, par des séquences
partielles ou simplement par une géométrie).

Les expériences ont été menées sur deux ensembles de données : CoMA Ranjan et al. (2018)
et BU4DFE Zhang et al. (2013). Les performances de l’approche ont été évaluées de la manière
suivante : nous avons comparé notre méthode à ACTOR Petrovich et al. (2021), Action2Motion Guo
et al. (2020) et Motion3DGAN Otberdout et al. (2022) pour la génération conditionnellement à une
étiquette. Pour la génération conditionnellement à un texte, nous avons comparé notre méthode à
MotionCLIP Tevet et al. (2022). Le modèle proposé montre des très bons résultats et peut produire
des maillages faciaux plausibles de divers types d’expressions sur différents sujets. Des vidéos et
des comparaisons qualitatives avec d’autres méthodes sont disponibles à https://github.com/
ZOUKaifeng/4DFM.

2 Représentations démêlées : vers l’interprétation de la détermination du sexe à
partir de l’os iliaque

Les méthodes de classification basées sur les réseaux de neurones sont souvent critiquées pour leur
manque d’interprétabilité et d’explicabilité. En mettant en évidence les régions de l’image d’entrée
qui contribuent le plus à la décision, les cartes de saillance Simonyan et al. (2013) sont devenues une
méthode populaire pour rendre les réseaux de neurones interprétables. En imagerie médicale, elles
ne semblent pas trop adaptées aux problèmes de classification pour lesquels les caractéristiques qui
permettent de distinguer les classes sont spatialement corrélées. A noter que nos expériences ont
été réalisées dans le cadre de la détermination automatique du sexe à partir des os de la hanche.

Nous proposons ici un nouveau paradigme. Au lieu de chercher à comprendre ce que le réseau de
neurones a appris ou comment la prédiction est réalisée, nous cherchons à révéler les différences entre
les classes. Pour cela, l’échantillon analysé est transformé en le même échantillon mais appartenant
à une autre classe. Ceci ouvre ainsi la voie à une interprétation plus facile des différences entre
les classes. Par exemple, si le maillage d’entrée est celui d’un homme, sa reconstruction en tant
qu’homme devrait être similaire au maillage original. En revanche, la reconstruction en tant que
femme devrait présenter des différences interprétables dans des régions spécifiques. De plus, en
comparant les deux reconstructions avec le maillage original pour plusieurs sujets, l’utilisateur peut
obtenir un aperçu des différences morphologiques entre les os du bassin masculin et féminin.

Dans cette optique, nous avons proposé un auto-encodeur variationel démêlé (DVAE) Zou et al.
(2023a), qui permet de modéliser les maillages du bassin, et qui démêle le facteur d’intérêt (le
sexe) des autres variables latentes. Cette représentation fournit non seulement la classe d’un nouvel
échantillon, mais peut également générer une reconstruction pour chaque classe.

Les résultats obtenus sont cohérents avec les connaissances des experts. De plus, l’approche proposée
permet de confirmer ou de doûter du choix du classifieur, ou éventuellement de le remettre en
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question. Enfin, notre étude démontre que l’utilisation de ces deux reconstructions pour entraîner
un classificateur binaire permet d’améliorer le taux de bonne classification.

3 Démêlage des étiquettes et de leurs caractéristiques par une approche basée VAE

La plupart des approches semi-supervisées qui cherchent à obtenir des représentations démêlées
à l’aide d’auto-encodeurs variationnels divisent la représentation latente en deux composantes :
la partie non interprétable et la partie démêlée qui modélise explicitement les facteurs d’intérêt.
Chaque facteur d’intérêt est donc associé à une variable latente du même type. Par exemple, si
l’étiquette d’intérêt se réfère aux lunettes (1 lorsque le sujet porte des lunettes, 0 sinon), il y
aura une variable catégorielle dans l’espace latent qui code la présence ou l’absence de lunettes.
Cependant, cette variable ne permet pas de modéliser les caractéristiques des lunettes (par exemple,
forme/taille/couleur des lunettes), qui peuvent être soit perdues, soit au mieux entremêlées dans les
autres variables latentes. Pour résoudre ce problème, il est nécessaire de modéliser conjointement
les facteurs de haut niveau et leurs caractéristiques. Nous proposons, comme dans Joy et al. (2020),
deux approches basées sur des auto-encodeurs variationnels qui modélisent explicitement à la fois
les facteurs de haut niveau et leurs caractéristiques associées.

Dans la première approche appelée JDVAE (Joint disentanglement of labels and their features with
VAE) Zou et al. (2022), nous avons proposé une nouvelle structure de dépendance conditionnelle
où les étiquettes et leurs caractéristiques appartiennent à l’espace latent. Dans ce modèle, les lois a
priori conditionnelles des caractéristiques (étant données les étiquettes) doivent être correctement
choisies pour assurer les propriétés de démêlement souhaitées. De plus, la fonction de perte est
composée de deux divergences de Kullback-Leibler, qui doivent être pondérées différemment, afin
d’obtenir des résultats satisfaisants. Cela rend l’approche Zou et al. (2022) difficile à utiliser.

Pour surmonter les limitations de Zou et al. (2022), nous avons proposé un nouveau modèle appelé
CVQVAE (Conditional Vector Quantized VAE). Les caractéristiques associées aux facteurs de
haut niveau ne sont plus considérées comme des variables aléatoires sur lesquelles il est nécessaire
d’intégrer. Au lieu de cela, chaque caractéristique est calculée (de manière déterministe) à partir
des données d’entrée à l’aide d’un réseau de neurones dont les paramètres peuvent être estimés
conjointement avec ceux du décodeur et de l’encodeur. Ces caractéristiques (ainsi que les étiquettes
et les variables latentes) sont ensuite utilisées par le décodeur pour reconstruire les données. Cette
approche s’inspire du VAE conditionnel (CVAE) Sohn et al. (2015); Yan et al. (2016); Cheng et al.
(2020), à la différence que la variable conditionnelle est connue pour le CVAE et qu’elle est calculée
pour le CVQVAE. Nous obtenons ainsi un modèle simplifié (sans loi a priori conditionnelle pour
les caractéristiques, et une seule divergence de Kullback-Leibler dans la fonction de perte). De
plus, pour améliorer la qualité des images générées et en particulier pour générer des images moins
floues, la loi a priori gaussienne sur la représentation latente a été remplacée par une distribution
catégorielle Van Den Oord et al. (2017). Le modèle résultant est plus difficile à optimiser, mais
nous contournons ce problème avec une procédure d’apprentissage en deux étapes.

Les deux méthodes sont validées sur le jeu de données CelebA Liu et al. (2018) et comparées avec des
méthodes basées VAE (Joy et al. (2020); Kingma et al. (2014)). Les résultats obtenus avec JDVAE
montrent l’intérêt de modéliser explicitement à la fois les étiquettes et leurs caractéristiques. De
plus, ils montrent également l’avantage d’utiliser AdaIN et des tokens apprenables pour construire
le décodeur : le premier permet d’améliorer la qualité des images générées tandis que le second
favorise les propriétés de désentrelacement du modèle.
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Enfin, l’approche CVQVAE surpasse toutes les approches testées, tant en termes de démêlement
que de qualité des images générées. De plus, nous montrons l’efficacité de notre modèle sur le jeu
de données CheXpert Irvin et al. (2019). Comme dans Zou et al. (2023a), la pathologie peut être
visualisée en comparant la reconstruction avec et sans la pathologie.
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